
问题  

CNN 从 2012 年的 AlexNet 发展⾄今，各种⽹络结构层出不穷，尝试了⼏乎所有可能性的结构搭配以
试图找到效果更好的那种，再通过结果去解释过程，这⼤概就是做深度学习的⼈的⽆奈之处吧，每天都

有新论⽂发出，每天都会有新的⽹络结果，每个都⽐之前的提升⼀丢丢，琳琅满⽬，令⼈眼花缭乱，像

我这样的便迷失其中，找不到⼀个确定的⽅向去研究，终究普普通通，⽆所建树。

⽹络结构如此，卷积 (Convolution) ⽅式也不例外，各种可能性的卷积过程改变⽅式都出现了（以后⼤
概还有出现新的卷积⽅式的），效果各异，特点不同，所以想通过这篇⽂章将各种卷积⽅式捋⼀捋，体

会下⼤⽜们的智慧！

符号约定  

输⼊：  ，其中  为输⼊ feature map 的⾼，  为宽，  为通道数

输出：  ，其中  为输出 feature map 的⾼，  为宽，  为通道数

卷积核：  ，其中  为该卷积层的卷积核个数，  为卷积核宽与⾼(默认相等)，  为
卷积核通道数

这⾥我们先不考虑卷积步⻓ stride 和 padding 等，这些只影响输⼊ feature map 的⼤⼩。且假定你已
熟悉普通意义下的卷积操作。

⼀、常规卷积(Convolution)  

特点：

1. 卷积核通道数与输⼊ feature map 的通道数相等，即 
2. 输出 feature map 的通道数等于卷积核的个数，即 

卷积过程：

卷积核在输⼊ feature map 中移动，按位点乘后求和即可，卷积的实现过程参考之前写过的⼀篇⽂章
(03_代码实现卷及操作)。

下⾯是⼀个卷积动图，帮助你理解。
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⼆、1ｘ1卷积  

特点、作⽤：

1. 顾名思义，卷积核⼤⼩为 1ｘ1
2. 卷积核通道数与输⼊ feature map 的通道数相等，即 
3. 输出 feature map 的通道数等于卷积核的个数，即 
4. 不改变 feature map 的⼤⼩，⽬的是为了改变 channel 数，即 1ｘ1 卷积的使⽤场景是：不想改
变输⼊ feature map 的宽⾼，但想改变它的通道数。即可以⽤于升维或降维。

5. 相⽐ 3ｘ3 等卷积，计算量及参数量都更⼩，计算量和参数量的计算参考另⼀篇⽂章 (22_CNN⽹络
各种层的FLOPs和参数量paras计算)

6. 加⼊⾮线性。1*1的卷积在不同 channels 上进⾏线性整合，在前⼀层的学习表⽰上添加了⾮线性
激励（ non-linear activation ），提升⽹络的表达能⼒；

⽰意图：
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(图来⾃这个博客)

1x1核的主要⽬的是应⽤⾮线性。在神经⽹络的每⼀层之后，我们都可以应⽤⼀个激活层。⽆论是
ReLU、PReLU、Sigmoid还是其他，与卷积层不同，激活层是⾮线性的。⾮线性层扩展了模型的可能
性，这也是通常使“深度”⽹络优于“宽”⽹络的原因。为了在不显著增加参数和计算量的情况下增加⾮线
性层的数量，我们可以应⽤⼀个1x1内核并在它之后添加⼀个激活层。这有助于给⽹络增加⼀层深度。 

三、分组卷积(Group convolution)  

Group convolution 分组卷积，最早在 AlexNet 中出现，由于当时的硬件资源有限，训练 AlexNet 时卷
积操作不能全部放在同⼀个 GPU 处理，因此作者把 feature maps 分给多个GPU分别进⾏处理，最后
把多个 GPU 的结果进⾏融合。

卷积过程：

将输⼊ feature map 分成 g 组，⼀个卷积核也相对应地分成 g 组，在对应的组内做卷积。（我们可以
理解成分组卷积中使⽤的 g 组卷积核整体对应于常规卷积中的⼀个卷积核，只不过是将常规卷积中的⼀
个卷积核分成了 g 组⽽已）

(图来⾃这个博客)

特点、作⽤：

1. 输⼊的 feature map 尺⼨：  ，共有 g 组

2. 卷积核的规格： ，共有 N * g 组

3. 输出 feature map 规格：  ，共⽣成 N*g 个 feature map
4. 当  时就退化成了上⾯讲过的常规卷积，当  时就是我们下⾯将要讲述的深度分离卷
积。

https://www.cnblogs.com/lemonzhang/p/9939187.html
af://n39
https://www.jianshu.com/p/a936b7bc54e3


5. ⽤常规卷积得到⼀个输出 feature map 的计算量和参数量便可以得到 g 个输出 feature map，所
以分组卷积常⽤在轻量型⾼效⽹络中，因为它可以⽤少量的参数量和计算量⽣成⼤量的 feature 
map。

四、可分离卷积  

可分离卷积⼜分成两种：空间可分离卷积 和 深度可分离卷积。

空间可分离卷积  

之所以命名为空间可分离卷积，是因为它主要处理的是卷积核的空间维度：宽度和⾼度。

空间可分离卷积简单地将卷积核划分为两个较⼩的卷积核。 最常⻅的情况是将3x3的卷积核划分为3x1
和1x3的卷积核，如下所⽰：

特点：

1. 局限性：并不是所有的卷积核都可以“分离”成两个较⼩的卷积核，能够“分离”的是那些卷积核参数
⼤⼩的⾏和列有⼀定倍数关系的. 这在训练期间变得特别⿇烦，因为⽹络可能采⽤所有可能的卷积
核，它最终只能使⽤可以分成两个较⼩卷积核的⼀⼩部分。所以实际中⽤的不多

2. 参数量和计算量更少：如上图所⽰，不是⽤9次乘法进⾏⼀次卷积，⽽是进⾏两次卷积，每次3次
乘法（总共6次），以达到相同的效果。 乘法较少，计算复杂性下降，⽹络运⾏速度更快。

深度可分离卷积  

与空间可分离卷积不同，深度可分离卷积与卷积核⽆法“分解”成两个较⼩的内核。 因此，它更常⽤。 这
是在keras.layers.SeparableConv2D或tf.layers.separable_conv2d中看到的可分离卷积的类型。
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之所以命名为深度可分离卷积，是因为第⼀步卷积的时候是通道独⽴的（后⾯会看到这种卷积⽅式分成

两步），你可以将每个通道想象成对该图像特定的解释说明（interpret）; 例如RGB图像中，“R”通道解
释每个像素的“红⾊”，“B”通道解释每个像素的“蓝⾊”，“G”通道解释每个像素的“绿⾊”。 有多少个通道就
有多少种解释。

卷积过程：

深度可分离卷积的过程分为两部分：深度卷积(depthwise convolution) 和 逐点卷积(pointwise 
convolution)

(1) 深度卷积

深度卷积意在保持输⼊ feature map 的通道数，即对 feature map 中的每个通道使⽤⼀个规格为 
 的卷积核进⾏卷积，于是输⼊ feature map 有多少个通道就有多少个这样的卷积核，深度卷

积结束后得到的输出的通道数与输⼊的相等。

这⼀步其实就相当于常规卷积中的⼀个卷积核，只不过不同通道的卷积结果不相加⽽已，⾃⼰体会体

会。

(2) 逐点卷积

在上⼀步的基础上，运⽤ 1ｘ1 卷积进⾏逐点卷积。

使⽤⼀个  1ｘ1 卷积核就可以得到输出 feature map ⼀维的结果。

如果你要输出 feature map 有 256 维，那么就使⽤ 256 个  1ｘ1 卷积核即可。



特点：

1. 可以理解成常规的卷积分成了两步执⾏，但是分成两步后参数量和计算量⼤⼤减少，⽹络运⾏更快

转置卷积 (transposed convolution)  

转置卷积常常⽤于 CNN 中对特征图进⾏上采样，⽐如语义分割和超分辨率任务中。之所以叫转置卷积
是因为，它其实是把我们平时所⽤普通卷积操作中的卷积核做⼀个转置，然后把普通卷积的输出作为转

置卷积的输⼊，⽽转置卷积的输出，就是普通卷积的输⼊。这样说可能有点绕，我们可以参照CNN中的
反向传播过程来理解，转置卷积形式上就和⼀个卷积层的反向梯度计算相同。既然是输⼊输出对调，那

么就有两个很重要的特性：

1. 转置的卷积核变为了普通卷积核的转置
2. 如果把由输⼊特征图到输出特征图的计算过程画成⼀个计算图，那么输⼊输出元素的连接关系是不
变的.也就是说，在普通卷积中，若元素a和元素1有连接（元素1由a计算得到），那么在相应的转
置卷积中，元素1和元素a依然是有连接的（元素a由元素1计算得到）。

下⾯通过对⽐常规卷积和转置卷积的计算过程帮助理解：

常规卷积：

这是⼀个卷积核⼤⼩为3x3，步⻓为2，padding为1的普通卷积。卷积核在红框位置时输出元素1，在绿
⾊位置时输出元素2。我们可以发现，输⼊元素a仅和⼀个输出元素有运算关系，也就是元素1，⽽输⼊
元素b和输出元素1, 2均有关系。同理c只和⼀个元素2有关，⽽d和1,2,3,4四个元素都有关。那么在进⾏
转置卷积时，依然应该保持这个连接关系不变。

转置卷积：
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根据前⾯的分析，我们需要将上图中绿⾊的特征图作为输⼊，蓝⾊的特征图作为输出，并且保证连接关

系不变。也就是说，a只和1有关，b和1,2两个元素有关，其它类推。怎么才能达到这个效果呢？我们可
以先⽤0给绿⾊特征图做插值，插值的个数就是使相邻两个绿⾊元素的间隔为卷积的步⻓，同时边缘也
需要进⾏与插值数量相等的补0。如下图：

注意，这时候卷积核的滑动步⻓就不是2了，⽽是1，步⻓体现在了插值补0的过程中。

输出特征图的尺⼨计算：

假设我们做转置卷积的输⼊特征图⼤⼩为 ，卷积核⼤⼩为 ，后⾯为了表⽰⽅便，我们直接使

⽤边⻓来表⽰⼤⼩。步⻓stride为 s（注意这个步⻓是前⾯做卷积的时候的步⻓，设计⽹络结构的时候
对应过来即可），那么转置卷积需要在四周每个边缘补0的数量为 s-1，边缘和内部插空补0后输⼊特征
图⼤⼩变为：

插 值 后 的输 ⼊ 特 征 图⼤ ⼩ ：

使⽤⼤⼩为 k 的卷积核进⾏卷积（滑动步⻓为1），得到的输出特征图⼤⼩为：

当然这个公式只是转置卷积的⼀种理解⽅法，在实际的实现中，还有不同的padding, stride和dilation
配置，输出图像⼤⼩也会随之改变。

可能疑惑的地⽅：

1. 为什么⼈们很喜欢叫转置卷积为反卷积或逆卷积。⾸先举⼀个例⼦，将⼀个4x4的输⼊通过3x3的
卷积核在进⾏普通卷积（⽆padding, stride=1），将得到⼀个2x2的输出。⽽转置卷积将⼀个2x2
的输⼊通过同样3x3⼤⼩的卷积核将得到⼀个4x4的输出，看起来似乎是普通卷积的逆过程。就好
像是加法的逆过程是减法，乘法的逆过程是除法⼀样，⼈们⾃然⽽然的认为这两个操作似乎是⼀个

可逆的过程。但事实上两者并没有什么关系，操作的过程也不是可逆的。具体对转置卷积名称的理

解可参考这篇博客。

转置卷积蛮复杂的，很多博客讲解的⾓度都不太⼀样，看得有点晕，这⾥先放⼀放，后⾯有⼼情了再好

好研究下……

空洞卷积 (Dilated / Atrous Convolutions)  

空洞卷积诞⽣在图像分割领域，在⼀般的卷积结构中因为存在 pooling 操作，⽬的是增⼤感受野也增加
⾮线性等，但是 pooling 之后特征图的⼤⼩减半，⽽图像分割是 pixelwise 的，因此后续需要 
upsamplng 将变⼩的特征图恢复到原始⼤⼩，这⾥的 upsampling 主要是通过转置卷积完成，但是经
过这么多的操作之后会将很多细节丢失，那么空洞卷积就是来解决这个的，既扩⼤了感受野，⼜不⽤ 
pooling 。

https://blog.csdn.net/tsyccnh/article/details/87357447
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Dilated/Atrous Convolution 或者是 Convolution with holes 从字⾯上就很好理解，是在标准的 
convolution map ⾥注⼊空洞，以此来增加感受野。相⽐原来的正常卷积，空洞多了⼀个 超参数，称
之为 dilation rate 指的是kernel的间隔数量(e.g. 正常的卷积是 dilatation rate 1)。

在VGG⽹络中就证明了使⽤⼩卷积核叠加来取代⼤卷积核可以起到减少参数同时达到⼤卷积核同样⼤⼩
感受野的功效。但是通过叠加⼩卷积核来扩⼤感受野只能线性增⻓，公式为

,，也就是线性增⻓，⽽空洞卷积可以以指数级增⻓感受野。

先来感受下空洞卷积和常规卷积的不同之处：Dilated Convolution with a 3 x 3 kernel and dilation 
rate 2

要理解空洞概念和如何操作可以从两个⾓度去看。

1. 从原图⾓度，所谓空洞就是在原图上做采样。采样的频率是根据rate参数来设置的，当rate为1时
候，就是原图不丢失任何信息采样，此时卷积操作就是标准的卷积操作，当rate>1，⽐如2的时
候，就是在原图上每隔⼀（rate-1）个像素采样，如图b，可以把红⾊的点想象成在原图上的采样
点，然后将采样后的图像与kernel做卷积，这样做其实变相增⼤了感受野。

2. 从kernel⾓度去看空洞的话就是扩⼤kernel的尺⼨，在kernel中，相邻点之间插⼊rate-1个零，然
后将扩⼤的kernel和原图做卷积 ，这样还是增⼤了感受野。

在语义分割任务中，当它与双线性插值⼀起使⽤时，可以替代转置卷积。

参考资料  

卷积⽹络CNN中各种常⻅卷积过程
可分离卷积基本介绍

CNN中卷积操作⼗⼤改进⽅向
关于转置卷积（反卷积）的理解

Dilated/Atrous conv 空洞卷积
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