
问题  

现在才意识到，卷积神经⽹络在不同的层上的反向传播的计算公式不⼀样，之前⼀直按照全连接层的那

种简单反向传播去理解了。

全连接层反向传播  

在数据表⽰上，将全连接神经⽹络的每⼀层神经元都表⽰为⼀个列向量。每⼀层的神经元，会将上⼀层

神经元的输出作为输⼊，通过乘上权重矩阵以及加上列向量形式的偏置项。得到激活前的输出值，最后

通过激活函数得到该层最终激活后的输出：

 表⽰第 l 层 (l = 1, 2, 3, ... , L) 经过激活函数之前的输出，⽽  表⽰第 l 层经过激活函数的输出，  表
⽰激活函数。注意，每层的输⼊以及输出都是⼀个⼀维的列向量，我们假设上⼀层的输出是m×1的列向
量，⽽当前层的输出是n×1的列向量，那么权重矩阵的维度应该是多少呢？应该为n×m。⽽当前层偏置
项的维度为n×1。

如此⼀来，在我们有⼀个输⼊列向量x时，通过⼀层层的计算，就可以得到我们最终神经⽹络的输出y。
这样神经⽹络的前向传播就完成了。

⽽前向传播完成之后，需要更新⽹络的参数以使得⽹络实际的输出与正确的输出的差异越来越⼩，也就

是反向传播，我们⾸先需要定义⼀个误差函数，这⾥使⽤简单直观的均⽅误差损失函数：

其中的  经过 L 层全连接后的输出，  为训练数据中对应输⼊  实际的输出值。求得损失  之后，下
⼀步就是利⽤求得的误差对神经⽹络中的参数进⾏更新，即对各层的权重矩阵  和偏置列向量  进
⾏更新，使得神经⽹路的误差减⼩，达到训练的⽬的。

在这⾥我们使⽤⼀种叫梯度下降的迭代算法完成参数的更新，通过求出误差对各个参数的梯度⼤⼩，令

各参数向导数减⼩的⽅向变化即可。所以，我们现在的任务是求出误差函数对每个参数的导数。

为了⽅便进⼀步的计算推导，以及避免重复计算，我们引⼊⼀个中间量  ，我们称它为第  层的 delta 
误差，表⽰误差函数对于神经⽹络第  层激活前输出值的偏导数，即 。

⾸先，根据神经⽹络误差函数的定义式，我们可以很容易地求出输出层的delta误差 ：
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公式中的  表⽰ Hardmard 积，即对应逐元素相乘。注意输出层的 delta 误差  与损失函数的定义相
关，不同的损失函数得到不同的计算结果，在本⽂中损失函数以均⽅误差为例讲解。

求得了输出层的delta误差，误差函数C对于输出层参数的导数，即对权重矩阵以及偏置项的导数可通过
输出层的delta误差求得如下，这⾥使⽤了求导的链式法则

在这⾥注意矩阵乘法的求导即乘上系数矩阵对应的转置，左乘还是右乘需要与求导前保持⼀致，我们通

过分析计算公式中各项的矩阵维度可以验证我们公式在维度上是正确的。

得到了最后⼀层的delta误差，我们接下来需要将delta误差逆向传播，即不断地根据后⼀层的delta误差
求得前⼀层的delta误差，最终求得每⼀层的delta误差。其实在这⾥我们主要利⽤的是求导的链式法
则。假设我们已经求得第l+1层的delta误差，我们可以将第l层的delta误差表⽰如下

⼜：

因此：

由于我们之前计算出了最后⼀层的 delta 误差  ，通过上式，我们依次可以求得  ，  ⼀直到
第⼆层的 delta 误差  。需要注意的是：第⼀层为我们的输⼊，并不存在第⼀层的 delta 误差，因此我
们计算到第⼆层截⽌。

在求得每⼀层的 delta 误差后，我们可以很容易地求出误差函数 C 对于每⼀层参数的梯度，最后可以通
过梯度下降法对每⼀层的参数进⾏更新。且在⼀般情况下，我们往往采⽤随机梯度下降法 (SGD) ，即⼀
次性训练⼀批数据，先求得这⼀批数据中的总的误差，最后根据他们的平均误差值对参数进⾏更新。

即：

卷积神经⽹络反向传播推导  

分析 delta 误差反向传播过程的简单⽅法，如果神经⽹络l+1层某个结点的delta误差要传到l层，我们就
去找前向传播时 l+1层的这个结点和第l层的哪些结点有关系，权重是多少，那么反向传播时，delta误差
就会乘上相同的权重传播回来。

假设第 l 层有⼀个结点 a，l+1 层有⼀个结点 b。两个结点间的连接权重为 w。如果前向传播时，结点 a 
对结点 b 的影响是  。⽽反向传播时，结点 b 的 delta 误差  对结点 a 的 delta 误差  的影响是 

 。它们的系数都为两结点之间的连接权重。

池化层的反向传播  
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池化层的反向传播⽐较容易理解，我们以最⼤池化举例，上图中，池化后的数字6对应于池化前的红⾊
区域，实际上只有红⾊区域中最⼤值数字6对池化后的结果有影响，权重为1，⽽其它的数字对池化后的
结果影响都为0。假设池化后数字6的位置delta误差为  ，误差反向传播回去时，红⾊区域中最⼤值对
应的位置delta误差即等于 ，⽽其它3个位置对应的delta误差为0。

因此，在卷积神经⽹络最⼤池化前向传播时，不仅要记录区域的最⼤值，同时也要记录下来区域最⼤值

的位置，⽅便delta误差的反向传播。

⽽平均池化就更简单了，由于平均池化时，区域中每个值对池化后结果贡献的权重都为区域⼤⼩的倒

数，所以delta误差反向传播回来时，在区域每个位置的delta误差都为池化后delta误差除以区域的⼤
⼩。

卷积层反向传播  

虽然卷积神经⽹络的卷积运算是⼀个三维张量的图⽚和⼀个四维张量的卷积核进⾏卷积运算，但最核⼼

的计算只涉及⼆维卷积，因此我们先从⼆维的卷积运算来进⾏分析：

如上图所⽰，我们求原图A处的delta误差，就先分析，它在前向传播中影响了下⼀层的哪些结点。显
然，它只对结点C有⼀个权重为B的影响，对卷积结果中的其它结点没有任何影响。因此A的delta误差应
该等于C点的delta误差乘上权重B。

我们现在将原图A点位置移动⼀下，再看看变换位置后A点的delta误差是多少，同样先分析它前向传播
影响了卷积结果的哪些结点。经过分析，A点以权重C影响了卷积结果的D点，以权重B影响了卷积结果
的E点。那它的delta误差就等于D点delta误差乘上C加上E点的delta误差乘上B。
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⼤家可以尝试⽤相同的⽅法去分析原图中其它结点的delta误差，结果会发现，原图的delta误差，等于
卷积结果的delta误差经过零填充后，与卷积核旋转180度后的卷积。(这⼀点⽐较难以理解，具体可以
参考参考资料中的第⼀个链接)



在标准 MLP 中，我们定义第 l 层的第 j 个神经元的 delta 误差为：

其中 ，     

但在卷积操作中，MLP中矩阵的乘法被卷积所替代，所以我们这⾥得⽤  来替代 。

接下来，我们将回答这样的⼀个问题：为什么在计算CNN的梯度的时候，需要将卷积核旋转180度？

卷积层中第 l 层的位置为 (x, y) 处的 delta 误差如下：

在这⾥，坐标(x',y')是第l+1层中在前向传播中受第l层坐标(x,y)影响到的点，它们不⽌⼀个，我们需要将
它们加起来。再利⽤前向传播的关系式可得：

以上第⼀项是根据 delta 误差的概念简化的，⽽第⼆项虽然像个怪物，但只要与  ⽆关的求导之后
都为０，因此上式简化后的结果是：

上式中的 ， 。调换⼀下位置也就是 ， 。因此：



简化⼀下书写⽅式，即：

其中  就是  旋转 180 度后的结果：

所以上⾯问的问题：为什么在计算CNN的梯度的时候，需要将卷积核旋转180度？ 的答案很简单，就
是根据在⼆维卷积中对delta误差传播的推导算出来的结果。

最后可以得到根据损失函数对⼆维卷积中的参数更新的梯度计算⽅法如下：

参考资料  

Convolutional Neural Networks backpropagation: from intuition to derivation
全连接神经⽹络中反向传播算法数学推导

How the backpropagation algorithm works
卷积神经⽹络(CNN)反向传播算法推导
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